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Resumen
Las series de tiempo a menudo se ven afectadas por valores extraños o inusuales, por lo que es necesario
medir la influencia del evento que no sucede con frecuencia o determinar y tener en cuenta el punto de la
intervención que afecta la serie de tiempo para el correcto pronóstico de sus valores futuros y estimación
de los parámetros del modelo. La pandemia del 2019-2020 por el virus del covid-19, que representó un
suceso inesperado en el siglo XXI es un evento de intervención que afectó la prestación normal de los
servicios de salud. Este estudio aplicó modelos de series de tiempo con intervención y análisis de series de
tiempo interrumpidas para evaluar cómo la pandemia de covid-19 afectó los servicios de hospitalización.
Se crearon escenarios de pronóstico para comparar la realidad observada con lo que se hubiera esperado
sin la pandemia. Los resultados demuestran que la inclusión de metodoloǵıas de series de tiempo con
intervenciones e interrumpidas mejora significativamente la precisión de los pronósticos, resaltando la
importancia de estos métodos en la planificación eficaz del sector salud durante crisis.

Palabras clave: Serie de tiempo, análisis, intervención, interrupción, COVID-19, predicción, medicina,
servicios de salud.

Abstract
Time series are often affected by unusual or outlier values, making it necessary to measure the influence of
infrequent events or to determine and consider the intervention point affecting the time series for accurate
forecasting of future values and model parameter estimation. The 2019-2020 COVID-19 pandemic, an
unexpected event in the 21st century, was an intervention event that impacted the normal provision of
healthcare services. This study applied time series models with intervention and interrupted time series
analysis to assess how the COVID-19 pandemic affected hospitalization services. Forecast scenarios were
created to compare the observed reality with what would have been expected without the pandemic. The
results demonstrate that the inclusion of time series methodologies with interventions and interruptions
significantly improves the accuracy of forecasts, highlighting the importance of these methods in effective
healthcare sector planning during crises.

Keywords: Time series, analysis, intervention, interruption, COVID-19, prediction, medicine, health
services.
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1. Introducción

La pandemia de COVID-19 ha sido un evento sin precedentes en la historia moderna, afectando profunda-
mente la vida social y económica a nivel global. Esta crisis sanitaria ha provocado cambios significativos
en la demanda y prestación de servicios de salud, desafiando los sistemas de atención médica en todo
el mundo. Desde marzo de 2020, el gobierno de Colombia implementó medidas orientadas a reducir la
propagación del virus, iniciando con una cuarentena y aislamiento total de marzo a mayo de 2020, se-
guido por un levantamiento gradual de estas restricciones para mitigar los contagios. En este contexto,
resulta crucial evidenciar el efecto de la pandemia en la prestación de los servicios de salud, utilizando
metodoloǵıas avanzadas de series de tiempo.

Los modelos de series de tiempo son herramientas fundamentales en la toma de decisiones en diversas
áreas y disciplinas, incluyendo las ciencias de la salud. En particular, en la gestión de servicios de salud,
estos modelos son cruciales para la elaboración de pronósticos que informan las negociaciones y decisiones
sobre la oferta de servicios. Estos modelos facilitan la integración de aspectos gerenciales, asistenciales y
anaĺıticos de los datos. La dinámica temporal de los datos recopilados y procesados permite caracterizar
transversalmente la prestación de servicios a una población. Mediante el uso de modelos de series de
tiempo, se puede capturar el comportamiento dinámico de estos datos y generar pronósticos de alta
precisión. Además, estos modelos permiten representar adecuadamente las influencias externas en los
datos (Helfenstein, 1991).

En general, los modelos de series de tiempo tienen en cuenta el comportamiento histórico de la series.
Además, cuentan con tres etapas conocidas: la identificación del modelo, la estimación de los parámetros
del modelo y la verificación y uso del modelo para el pronóstico. Esta metodoloǵıa, como indica Box &
Jenkins (1976) (Box and Jenkins, 1976), identifica los pasos necesarios para la correcta construcción y
posterior modelación de una serie de tiempo para los modelos ARIMA o SARIMA. Además, estas series
se pueden descomponer para observar 4 componentes: tendencia, ciclo, irregularidad y estacionalidad.

Sin embargo, una serie temporal puede presentar valores extremos o eventos at́ıpicos a lo largo del tiempo,
cuyo efecto puede desvanecerse rápidamente o tener un efecto permanente. Estos eventos, identificados
por primera vez por Box & Tiao (1975) (Box and Jenkins, 1976), se conocen como intervenciones. Las
intervenciones son sucesos o eventos que cambian el comportamiento histórico de una serie, en el área de
la salud, es frecuente encontrar todo tipo de eventos de intervenciones, tanto aquellos relacionados con
decisiones humanas, como represas de facturación, campañas de salud y cierres por huelgas, como aquellos
vinculados a eventos catastróficos o naturales, como guerras y pandemias (COVID-19) (Medeiros, 2021).

Los modelos de series de tiempo con intervención basados en la metodoloǵıa Box & Tiao adoptan un
enfoque estad́ıstico que incorpora una variable indicadora de la intervención para capturar los efectos de
dicha intervención en el tiempo, como lo señala (Guerrero Guzmán, 2003). Sin embargo, estos modelos
no proporcionan una cuantificación precisa del efecto que el evento tuvo en la serie. Para abordar esta
limitación, el análisis de series de tiempo interrumpidas permite evaluar el impacto de la intervención al
comparar la serie de tiempo observada después de la intervención con una serie de tiempo contrafactual
que representa la serie de tiempo que se habŕıa observado en ausencia de la intervención. Además de
determinar la significancia de la intervención, este enfoque nos permite cuantificar el efecto espećıfico del
evento en estudio.

Los modelos de series de tiempo con intervenciones e interrumpidas abordan situaciones espećıficas
que las series de tiempo clásicas no abordan de manera correcta. Estos modelos presentan dinámicas
espećıficas que permiten identificar el impacto en el comportamiento de una serie temporal, ya que
miden la influencia de eventos infrecuentes. Esto se logra categorizando la intervención a través del uso
de una variable dicotómica que representa el evento, contribuyendo aśı a explicar las variaciones en la
variable de interés.
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Este trabajo se estructura en cuatro secciones. La primera se dedica al marco teórico; la segunda, a
una descripción de los datos y la problemática del COVID-19; la tercera expone la problemática actual
y los resultados obtenidos de la aplicación de modelos de intervención y análisis de series de tiempo
interrumpidas en el caso de estudio; y la última sección presenta los resultados y las conclusiones del
proyecto.

Se identificó y modeló la intervención en la serie temporal de datos de servicios hospitalarios de una póliza
de salud en Colombia, analizando el efecto del evento en la serie y la identificación de la intervención.
Esto permitió estimar escenarios post-pandemia con un ajuste adecuado de la intervención durante los
meses de cuarentena.

2. Objetivos

Objetivo General

Evaluar el efecto de la pandemia de COVID-19 en los servicios hospitalarios de una póliza de salud
en Colombia, desde 2020 hasta 2022, mediante la aplicación de metodoloǵıas de series de tiempo con
intervención e interrumpidas.

Objetivos Espećıficos

Ajustar un modelo de series de tiempo con intervención adecuado para analizar cómo la serie
temporal de los servicios hospitalarios se vio afectada por el cambio estructural resultante de la
pandemia de COVID-19 desde 2020.

Caracterizar por medio de los modelos de intervención el efecto pandemia y cuarentena en el
pronóstico del número de servicios hospitalarios prestados en el año 2023 con el fin de entender
como estos factores han influido en la tendencia de las hospitalizaciones en una póliza privada en
Colombia.

Realizar un pronóstico del número de servicios hospitalarios (escenario contrafactual sin COVID-
19), por medio de metodoloǵıa de serie de tiempo interrumpida con el fin de evaluar la diferencia
que tuvo la pandemia en los servicios hospitalarios entre los años 2020 y 2022 en una póliza de
privada en Colombia.

3. Estado del Arte

La pandemia de COVID-19 ha presentado desaf́ıos sin precedentes en diversos sectores, especialmente
en el ámbito de la salud. En este contexto, el análisis de los efectos de la pandemia en los servicios de
salud, particularmente en las hospitalizaciones, es de vital importancia. Los modelos de series de tiempo
han demostrado ser herramientas valiosas para estudiar patrones temporales y predecir tendencias en el
sector salud. Investigadores como (Abraham, 1980) y (Escudero and Vallejo, 2000) han aplicado estos
modelos para comprender mejor los patrones de demanda en servicios de salud.

Dentro de la metodoloǵıa de series de tiempo, los modelos con intervención han sido utilizados para
identificar y cuantificar el impacto de eventos espećıficos. (Helfenstein, 1991) y (Bernal et al., 2017)
proporcionan ejemplos significativos de cómo estas metodoloǵıas pueden aplicarse para estudiar las alte-
raciones causadas por eventos inesperados. Estos modelos son particularmente relevantes para analizar
cómo la pandemia de COVID-19 ha afectado las tendencias en los servicios de salud.

El análisis de series de tiempo interrumpidas ofrece una técnica robusta para evaluar los efectos de inter-
venciones como la pandemia. Estudios como los de (Escudero Garćıa and Vallejo Seco, 2000) y (Ansari
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et al., 2003) han utilizado este enfoque para investigar los impactos de eventos de salud pública. Estos
métodos permiten comparar las tendencias observadas con escenarios contrafactuales, proporcionando
una estimación clara del impacto de la intervención.

A pesar de la utilidad de estos modelos, existe una necesidad de investigaciones más detalladas y con-
textualizadas, especialmente en relación con eventos de la magnitud de la pandemia de COVID-19. La
literatura existente proporciona un fundamento sólido para el uso de series de tiempo con intervención
e interrumpidas en el análisis de datos de salud. Sin embargo, hay una brecha en la aplicación de es-
tos modelos para evaluar espećıficamente el impacto de la pandemia en los servicios hospitalarios en
Colombia.

El presente estudio busca llenar esta brecha, aplicando y adaptando estas metodoloǵıas avanzadas para
comprender el efecto de la pandemia en las hospitalizaciones en una póliza privada en Colombia. A través
de este análisis, se espera contribuir a la aplicación de estas metodoloǵıas en el contexto del covid-19
en Colombia, proporcionando insights valiosos para la planificación y gestión de servicios de salud en
contextos de crisis sanitaria en el páıs.

4. Marco de referencia

Una serie de tiempo es un conjunto de observaciones sobre una variable, que se mide generalmente en
intervalos igualmente espaciados en el tiempo, según lo explicado por (Irgoin et al., 2011). Las series de
tiempo pueden ser anuales, semestrales, mensuales, semanales o diarias (Mart́ın et al., 1996). Las series
de tiempo han ganado interés en diversas disciplinas, entre ellas la medicina, debido a su capacidad de
adaptación a diferentes situaciones, su capacidad predictiva y su representación matemática, que permite
capturar adecuadamente las caracteŕısticas del comportamiento real (Sánchez, 2008).

Para modelar las series de tiempo, se han propuesto diversos modelos, cuyo éxito depende de la similitud
entre el proceso generador de los datos y la formulación matemática del modelo, como lo explica (Sánchez,
2008). Los datos que se obtienen para el análisis y modelado de una serie temporal son de gran utilidad
para explicar el comportamiento deseado, lo que permite caracterizar una estructura de datos temporales
y desarrollar modelos que expliquen el comportamiento a lo largo del tiempo, aśı como el patrón de
cambio que ocurre en la serie, como lo explica (Escudero and Vallejo, 2000). El propósito de los modelos
de series de tiempo es entender los mecanismos aleatorios y deterministas de los datos, lo que da lugar
a la estimación de la serie temporal analizada.

La construcción de los modelos de series de tiempo se lleva a cabo en cuatro pasos (Box and Jenkins,
1976): identificación, estimación, validación y predicción. En el primer paso, se ordenan los datos según
el tiempo y la dinámica, se evalúan las transformaciones necesarias y se identifican posibles modelos a
través de su estructura de autocorrelación. En el segundo paso, se estiman los parámetros de los modelos
propuestos. El tercer paso es validar si los datos se ajustan a los supuestos. Si no se cumplen los supuestos,
se repite el primer paso para tratar de identificar un modelo adecuado. Finalmente, en el cuarto paso, se
usa el modelo para pronosticar los valores futuros de la serie, y se validan los supuestos, como lo explican
(Villavicencio, 2010). La caracterización del comportamiento histórico de la serie permite entender el
efecto de la pandemia.

Las series de tiempo se pueden desagregar para evaluar la presencia o ausencia de cuatro componentes
en la serie (Frisch, 2009): tendencia, ciclo, irregularidad y estacionalidad. La tendencia se refiere al
componente que se observa a largo plazo con respecto a la media, que representa su crecimiento o
decrecimiento a lo largo del tiempo. El ciclo se refiere a las fluctuaciones en forma de ondas a lo largo
de la tendencia que no son estables y se repiten en cada periodo de tiempo. El componente irregular
o aleatorio se refiere a los cambios o variaciones que tiene la serie debido a eventos no correlacionados
con su pasado. Por último, el componente estacional hace referencia al comportamiento que se repite en
periodos inferiores a un año (Murillo et al., 2003).
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A menudo, los modelos de series de tiempo se ven afectados por valores at́ıpicos o inusuales, que producen
un cambio en el comportamiento de la serie de tiempo (Box et al., 2015). Estas afectaciones se reflejan
en la validación de los supuestos y en general en las propiedades estad́ısticas del modelo, lo que puede
generar un pronóstico erróneo que no se ajusta a la realidad de la serie de datos (Tsay, 1988), o mostrar
una conclusión incorrecta de la serie, lo que puede llevar a una interpretación inexacta de los datos
(Junttila, 2001).

En el análisis de los datos de series temporales en el área de la salud, es común encontrar valores
at́ıpicos o extremos que se deben a sucesos aislados de prestación de servicios o a una acumulación de
servicios facturados en un mes (Bello and Mart́ınez, 2007). Además, también pueden presentarse sucesos
inesperados, aunque con poca frecuencia, como es el caso de series afectadas por alguna eventualidad en la
administración de los servicios de salud, como una huelga que afecte la prestación normal de los servicios
de salud. Es importante destacar que también puede presentarse un aumento en la prestación de servicios
debido a una campaña de promoción y prevención o a cambios en la prestación de los servicios. Estos
sucesos inesperados pueden ser controlables en la práctica, pero existen sucesos impredecibles, como una
pandemia o una guerra, en los que el factor de prestación de servicios no básicos pasa a un segundo plano,
afectando la prestación de los servicios e influenciando el momento del tiempo. Estos sucesos se denominan
intervenciones, como lo expresan Box & Tiao (Jaimes Berrios, 2008). La pandemia de COVID-19 es un
claro ejemplo de una intervención que ha causado un cambio estructural en muchas áreas, incluyendo la
salud. Por ello, es fundamental ajustar modelos de series de tiempo que incorporen estas intervenciones
para analizar de manera adecuada cómo la serie temporal de los servicios hospitalarios se ha visto afectada
desde 2020.

Además, es importante caracterizar el efecto espećıfico de la pandemia y las medidas de cuarentena en
los servicios hospitalarios. Esto implica utilizar modelos de intervención para comprender cómo estos
factores han influido en las tendencias de hospitalización y realizar pronósticos precisos para el año 2023.
Este enfoque permitirá entender las dinámicas de los servicios de salud en el contexto de la pandemia y
cómo estas pueden cambiar en el futuro.

Finalmente, el presente estudio se enfoca en realizar pronósticos del número de servicios hospitalarios
en un escenario contrafactual sin COVID-19. Esto se logra mediante la aplicación de metodoloǵıas de
series de tiempo interrumpidas, con el objetivo de evaluar la diferencia que la pandemia ha tenido en
los servicios hospitalarios entre los años 2020 y 2022 en una póliza privada en Colombia. Este análisis es
crucial para comprender el impacto real de la pandemia en el sector salud y para planificar respuestas
efectivas ante eventos similares en el futuro.

5. Modelos ARIMA & SARIMA

ARIMA significa modelo autorregresivo de media móvil integrado. Es autorregresivo debido a los retrasos
en la ecuación de pronóstico, media móvil por los retrasos de los choques aleatorios e integrada porque
la serie debe diferenciarse para volverse estacionaria. Un modelo autorregresivo no es propiamente una
regresión lineal en el sentido tradicional. Se utiliza una regresión lineal de los valores pasados de la
serie de tiempo para predecir su valor actual, pero no se cumplen los supuestos clásicos de regresores
no correlacionados de la regresión lineal, por lo que se utilizan técnicas estad́ısticas espećıficas para
su estimación y evaluación, como la función de autocorrelación (ACF) y la función de autocorrelación
parcial (PACF) para identificar el orden del modelo AR y el orden MA tanto de la parte ordinaria como
se la parte estacional.

El modelo de series de tiempo ARIMA (Autoregressive Integrated Moving Average) representa una
combinación lineal de los valores pasados de la serie y los errores aleatorios.

φ(B)∇dNt = θ0 + θ(B)at,
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donde:

φ(B) es un polinomio de retraso que representa la parte autorregresiva del modelo.

∇dNt es la serie temporal diferenciada (d) veces.

θ0 es una constante.

θ(B) es un polinomio de retraso (B) que representa la parte de media móvil del modelo.

at es un error aleatorio en el tiempo (t), es ruido blanco normal con media cero y varianza constante.

Una forma más detallada de escribir el primer modelo, desglosando cada término en una expresión
algebraica expĺıcita:

(1− φ1B − ...− φpBp)(1−B)dNt = θ0 + (1− θ1B − ...− θqBq)at

El primer término del lado izquierdo de la ecuación representa la parte autorregresiva del modelo, mien-
tras que el segundo término representa la parte de media móvil.

φ(B)∇dNt = θ0 + θ(B)at

Nt =
θ0

φ(B)∇d
+

θ(B)

φ(B)∇d
at

Nt = µ+
θ(B)

φ(B)∇d
at

Donde µ es el termino constante que representa el valor medio de la serie en el tiempo.

En un modelo ARIMA, los datos a menudo no son estacionarios, lo que requiere la aplicación de trans-
formaciones mediante la diferenciación. En este enfoque univariado, la regresión se basa en los valores
pasados de una sola variable. Sin embargo, también existen variantes como los modelos SARIMAX y
ARIMAX, que además de capturar patrones de estacionalidad, tendencia y variación aleatoria, permiten
la inclusión de variables exógenas que pueden tener influencia en la variable dependiente.

El modelo SARIMA (Seasonal Autoregressive Integrated Moving Average), o ARIMA estacional repre-
senta una combinación lineal de los valores pasados de la serie, los errores aleatorios y componentes
estacionales

La notación es SARIMA(p,d,q)(P,D,Q)[S] se puede describir como;

φ(B)Φ(BS)∇d∇Ds Nt = µ+ θ(B)Θ(BS)at (1)

Donde:

φ(B) y Φ(BS) son polinomios autorregresivos para los componentes no estacionales y estacionales,
respectivamente.

θ(B) y Θ(BS) son polinomios de media móvil para los componentes no estacionales y estacionales,
respectivamente.
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∇d es el operador de diferenciación regular (para hacer que la serie sea estacionaria).

∇Ds es el operador de diferenciación estacional (para hacer que la serie sea estacionalmente esta-
cionaria).

B es el operador de retraso.

at es el ruido blanco (errores).

µ es la constante.

Nt =
1

φ(B)Φ(BS)∇d∇Ds
(µ+ θ(B)Θ(BS)at)

Luego, podemos expresar Nt en función de los parámetros y los términos de error:

Nt = µ′ + ψ(B)Ψ(BS)at

Donde:

µ′ = µ
φ(1)Φ(1S)

es la constante ajustada, asumiendo que φ(1)Φ(1S) 6= 0.

ψ(B) = θ(B)
φ(B) y Ψ(BS) = Θ(BS)

Φ(BS)
son los polinomios invertidos para los componentes no estacionales

y estacionales, respectivamente.

En el análisis de series de tiempo, existe una metodoloǵıa que fue nombrada en honor a los estad́ısticos
George Box y Gwilym Jenkins (1976). Esta metodoloǵıa parte del supuesto de que la serie temporal es
generada por un proceso estocástico, por lo que es posible caracterizarla con un modelo (Guerrero et al.,
2006). Para la estimación, se requiere una serie de tiempo con varias observaciones a lo largo del tiempo,
y se busca encontrar un modelo matemático que pueda representar el comportamiento de la serie de
datos, lo que permite realizar previsiones con el periodo de tiempo correspondiente (Chatfield, 2004).

El método Box & Jenkins contempla cuatro etapas: la identificación del modelo, determinando si la
serie es estacionaria, en otros términos si parece variar alrededor de un nivel fijo. De no ser aśı, se debe
realizar transformaciones necesarias para lograr la estacionariedad. Dentro de esta etapa, es necesario
la generación de los graficos AC (autocorrelación) para observar la autocorrelación de todos los retrasos
posibles y ACP (autocorrelación parcial), para determinar el orden (AR) y el orden (MA). También es
necesario realizar una prueba de Dickey-Fuller para confirmar que la serie es estacionaria. De no ser aśı,
se realizaŕıan las diferencias necesarias.

El segundo paso consiste en ajustar el modelo. Después de seleccionar los modelos tentativos, se procede
a estimar los parámetros correspondientes utilizando algoritmos de cálculo que generen el mejor modelo
ARIMA ajustado a los datos. Habitualmente, se emplean métodos como mı́nimos cuadrados ordinarios o
máxima verosimilitud, pudiendo excluir aquellos parámetros que resulten insignificantes. Para determinar
el mejor modelo, se utilizan criterios estad́ısticos de selección de modelos, tales como el AIC (criterio
de información de Akaike), BBIC (criterio de información bayesiano), MAE (error absoluto medio),
MSE (error cuadrático medio), MAPE (error porcentual absoluto medio) y MASE (error medio absoluto
escalado). Además, verificar y asegurar el cumplimiento de los supuestos asociados al modelo.

El siguiente paso es la validación del modelo, que consiste en la verificación de residuos de los modelos
seleccionados por medio del correlograma, validando el cumplimiento de los residuales por medio de
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criterios de información y comparando las metricas de desempeño de los pronósticos, contemplando que
los residuales deben ser no correlacionados, tener media cero y varianza constante. Además, se verifica
la normalidad de los residuos por medio de un Q-Q plot o la prueba de Shapiro Wilk.

Finalmente, si hay varios modelos que pasan los supuestos de los residuos, se elige aquel con menor varian-
za residual, menor criterio de información o menor error cuadrático medio para realizar los pronósticos.

5.1. Análisis de intervención

El análisis de intervención es una técnica utilizada en el análisis de series de tiempo para tener en cuenta
el efecto de un evento que no ocurre con frecuencia en el proceso de modelamiento de la serie antes de la
intervención y en los resultados posteriores a la intervención. Este tipo de análisis es útil para entender
la importancia de la contribución del evento anormal en la variable de interés (Box et al., 2015).

En ocasiones, puede ser dif́ıcil postular un modelo apropiado de acuerdo con los datos disponibles. En
estos casos, se pueden presentar modelos de series de tiempo con residuos mayores a los esperados. Si
estos residuos pueden explicarse por la ocurrencia de algún evento ajeno al comportamiento de la serie
de tiempo, es conveniente reducir la influencia y afectación de estos residuos mediante el análisis de
intervención, tal como explica Guerrero en su libro (Guerrero Guzmán, 2003).

Box & Tiao (1975) son los precursores de la técnica de análisis de intervención. Ellos describen una
intervención como la ocurrencia de un evento exógeno al comportamiento histórico de la variable. Estos
efectos causados por la intervención pueden tener diferentes oŕıgenes, de manera determińıstica y de
manera estocástica.

“ Una serie de tiempo estacionaria Wt está constituida por dos partes, una determińıstica que refleja

esencialmente el nivel de la serie (µW ) y otra estocástica que da origen a las fluctuaciones alrede-

dor de dicho nivel, podrán distinguirse tres tipos de efectos: (i) aquellos que se dejan sentir como

una elevación o cáıda momentánea del nivel y que desaparecen sin influir sobre el comportamiento

posterior de la serie, (ii) los que ejercen una influencia sostenida (no momentáneamente) sobre el

nivel de la serie, pero dejan intacta la estructura básica de su parte estocástica, y (iii) los efectos que,

independientemente de influir o no sobre la parte determińıstica, si alteran la estructura de la parte

estocástica.”

Guerrero Guzmán (2003)

Estos análisis han sido aplicados a estudios en medicina, por ejemplo para mejorar la prescripción de
antibióticos en un hospital por medio de series de tiempo con intervención en el caso de pacientes crónicos
que tienen un cambio de antibiótico en su tratamiento (Ansari et al., 2003) o el uso de los modelos de
transferencia, análisis de intervención y métodos de series de tiempo, donde se presentan los conceptos
básicos de forma condensada en el campo de la epidemioloǵıa (Helfenstein, 1991).

El análisis de intervención examina la estructura de la serie de tiempo antes y después de la afectación
del suceso, por tal motivo se estudia si existe un impacto significativo en el comportamiento de la serie
de tiempo como lo indican (Mart́ın et al., 1996). Estos modelos de intervención son modelos de función
de transferencia estocástica o aleatoria, con los cuales se pueden interpretar la incorporación de efectos al
modelo, para evaluar los impactos en el comportamiento de la serie (Agudo et al., 2011), y es acá donde
se pueden detallar dos tipos de intervenciones como lo son las naturales o las intervenciones inducidas.

En el estudio de series de tiempo con intervenciones, se parte de modelos ARIMA con conocimiento
previo de las regresiones dinámicas y las funciones de transferencia. Los modelos con función de transfe-
rencia relacionan las series temporales mediante la contracción de modelos causales de predicción, lo que
permite relacionar una serie de output en función de otras series temporales inputs, teniendo en cuenta
la causalidad unidireccional de las series temporales inputs hacia la serie output, según lo descrito por
(De Juan Fernández, 2006).

Facultad de Estad́ıstica Proyecto de Grado Noviembre 2023



Proyecto de grado 9

Los modelos de intervención de series de tiempo permiten incluir los efectos que producen las inter-
venciones en el comportamiento de la serie. Por lo tanto, es importante identificar dos factores en los
modelos: el periodo o momento del tiempo en que sucede el evento anómalo y el impacto que generó
la intervención en la serie de datos. Estos eventos se identifican mediante una variable dicotómica para
construir el modelo que represente las intervenciones y posterior análisis en la serie de tiempo.

5.2. Modelo de intervención

La estructura básica de un modelo de intervención para una serie temporal representada por T (Zt), está
dada por una suma de la estructura dinámica de la autocorrelación o dependencia de la serie a través
de un modelo ARIMA o SARIMA (Nt) y otra parte que captura la dinámica de la serie de tiempo en
donde ocurre la intervención y los periodos posteriores después de la intervención (εI,t)

T (Zt) = εI,t +Nt (2)

La estructura que captura la dependencia dinámica de la autocorrelación a través de un modelo ARIMA
o SARIMA, en este caso, se presenta la estructura del modelo ARIMA, sin embargo, se puede considerar
también un modelo SARIMA:

Nt ∼ ARIMA(p, d, q)

φ(B)OdNt = θ0 + θ(B)at

(1− φ1B − ...− φpBp)(1−B)dNt = θ0 + (1− θ1B − ...− θqBq)at

La estructura estad́ıstica de (εI,t) es similar al proceso ARMA(p,q), esta función en el tiempo representa
el efecto que tuvo la intervención sobre la serie temporal:

δ(B)ObεI,t = w(B)PI,t

(1− δ1B − ...− δrBr)(1−B)bεI,t = (w0 − w1B − ...− wsBs)PI,t

Donde PI,t es la función pulso (indicadora) que señala el momento exacto en el que ocurre la intervención;

PI,t =

{
1, si t = I
0, si t 6= I

}

1 si t coincide con el punto del tiempo en el que ocurre la intervención y 0 si estoy en cualquier otro
punto del tiempo.

Remplazando tenemos:

T (Zt) =
w(B)

δ(B)Ob
PI,t +

θ0 + θ(B)

φ(B)Ob
at (3)

Antes de la intervención en el tiempo i:

εI,t = 0 si t < I
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Antes de ocurrir la intervención no existen efectos atribuibles a ella.

En el ámbito del análisis estad́ıstico de series de tiempo económicas, el modelo dinámico general de
intervención propuesto por (Guerrero Guzmán, 2003), presenta diferentes modelos dinámicos generales
de intervención que resultan útiles en la práctica y considerando cambio de nivel, en la pendiente o de
manera gradual.

5.3. Casos particulares

Algunos casos particulares del modelo dinámico de intervención pueden ser los siguientes de acuerdo al
orden de sus operadores (r, b, s)

Caso 1; Ordenes (0, 0, 1)

El modelo dinámico de intervención con órdenes de operadores (r, b, s) = (0, 0, 1) implica que el cambio
en la variable dependiente en el tiempo t (εI,t) es una función del cambio en el periodo anterior PI,t−1

y un término de error aleatorio εI,t con media cero y varianza constante.

εI,t = (w0 − w1B)PI,t

El efecto impulso ahora es un polinomio

εI,t =

 0 si t 6= I, I + 1
w0 t = I
−w1 t = I + 1


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De manera gráfica el modelo dinámico:

Figura: Modelo dinámico función de transferencia (0,0,1)

Figura 1: Modelo dinámico función de transferencia (0,0,1)

Caso 2; Ordenes (0, 1, 1)

Se trata de un modelo de intervención con un cambio de nivel en el modelo dinámico.

∇εI,t = (w0 − w1B)PI,t

(1−B)εI,t = w0PI,t − w1PI,t−1

εI,t = εI,t−1 + w0PI,t − w1PI,t−1

εI,t =

 0 si t < I
w0 si t = I

w0 − w1 si t ≥ I + 1

 (4)

Lo que significa que se espera que haya un cambio de nivel dos puntos de tiempo después de ocurrida la
intervención.
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De manera gráfica el modelo dinámico expĺıcito:

Figura: Modelo dinámico función de transferencia (0,1,1)

Figura 2: Modelo dinámico función de transferencia (0,1,1)

Box & Tiao proponen una forma espećıfica del modelo basándose en la serie estudiada y el conocimiento
teórico de los fenómenos externos. Sin embargo, en algunos casos, el conocimiento teórico no es suficiente
para refinar el modelo dinámico (Guerrero Guzmán, 2003). En este contexto, varios modelos alternativos
de intervención pueden considerarse como hipotéticos. Otra opción es dejar que los propios datos espe-
cifiquen la forma de la función, lo que se puede lograr visualizando el comportamiento entre los valores
predichos y observados para una serie de observaciones según el momento de la recopilación de datos.

Al tener que basarnos en conocimiento teórico o experiencia, es importante complementar el análisis de
series de tiempo con intervención con un análisis causal como su función de transferencia hipotética,
en este caso, el análisis de series de tiempo interrumpidas nos ayuda a reforzar nuestro análisis de
intervención.

La metodoloǵıa de análisis de intervención se inicia identificando cuándo se implementó una estrategia
o poĺıtica que podŕıa haber tenido un impacto externo en la variable de interés (Guerrero Guzmán,
2003). A continuación, se desarrolla un modelo que refleje la serie temporal desde el inicio hasta justo
antes del evento de intervención. Luego, se formula un modelo dinámico que capture la influencia de la
intervención (Guerrero Guzmán, 2003). El paso siguiente involucra la estimación simultanea tanto los
parámetros que aparezcan en la función de intervención como los del modelo determinado previamente
para la parte estocástica (Guerrero Guzmán, 2003). Finalmente, se confirma que el modelo completo
cumple con los supuestos estad́ısticos.
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5.4. Análisis de series de tiempo interrumpidas

Las series de tiempo interrumpidas son una metodoloǵıa estad́ıstica que se utiliza para evaluar el impacto
causal de una intervención o evento en una serie de tiempo y determinar si este fue estad́ısticamente
significativo. Este tipo de análisis se basa en la hipótesis de que el evento de interés es la única causa del
cambio observado en la serie de tiempo, por lo que son análisis causales que requieren la identificación
de un evento o intervención que pudo haber afectado la serie. Es necesario cumplir con los criterios de
temporalidad, asociación y eliminación de otras posibles explicaciones al suceso, ya que si existen otras
causas que afecten la serie de tiempo, los resultados podŕıan ser sesgados.

Este tipo de análisis es cuasi-experimental, ya que se basa en la comparación de la serie de tiempo antes
y después de la intervención, y evalúa el efecto causal. En este caso, el tiempo es la variable de control,
y funciona de manera similar al realizar experimentos de control con asignación de individuos (control y
tratamiento). Al tener como variable de control el tiempo, se asume que la serie de tiempo habŕıa seguido
un patrón predecible en ausencia del evento.

Esta técnica se utiliza en muchos campos, como la economı́a, epidemioloǵıa, salud pública, ciencias
ambientales, ciencias poĺıticas, manufactura, marketing, educación e ingenieŕıa. En el enfoque de salud,
se puede utilizar para evaluar el cambio de calidad de vida de una persona antes y después de un
tratamiento médico o medicamento espećıfico, o para evaluar el efecto de una poĺıtica pública en la
propagación de enfermedades, como en el caso del efecto de la cuarentena o intervención de la pandemia
por COVID-19 en una serie de tiempo de servicios hospitalarios.

El análisis de series de tiempo interrumpidas debe usarse con precaución y aplicarse solo cuando se
tenga el conocimiento preciso de que ocurrió un fenómeno extraño en algún punto (conocido) del tiempo
(Guerrero Guzmán, 2003). En este caso, conocemos que el COVID-19 afectó el número de servicios
hospitalarios prestados en la póliza de salud en Colombia a partir de abril de 2020 .

El análisis de series de tiempo interrumpidas o causal permite evaluar el efecto de la intervención en dife-
rentes momentos del tiempo, es decir, los efectos causados de inmediato o en el largo plazo, comparando
la serie de tiempo real versus el contrafactual que hace las veces de una hipótesis sobre lo que habŕıa
ocurrido en la serie de tiempo en ausencia del evento de interés.

El contrafactual se estima a través de la extrapolación de la tendencia previa de la serie de tiempo. Es
decir, se asume que la serie de tiempo habŕıa seguido la misma tendencia previa al evento de interés si
el evento no hubiera ocurrido, es decir que el contrafactual puede ser representado como una ĺınea de
tendencia previa a la interrupción o evento exógeno. La diferencia entre el resultado observado después
del evento de interés y el contrafactual se conoce como el efecto causal del evento.

Este análisis causal también puede tener un enfoque bayesiano, ya que utiliza la teoŕıa bayesiana para
inferir la probabilidad de una relación causal entre variables a partir de datos observacionales y conoci-
mientos previos (Pearl et al., 2016).

Según Rubin (1974), un autor destacado en el campo del análisis de series de tiempo interrumpidas, este
enfoque se centra en evaluar la eficacia de una intervención o tratamiento cuando se conoce el evento
espećıfico que ha ocurrido dentro de la serie temporal de observaciones (Rubin, 1974). En el contexto
de este estudio, el objetivo es evaluar el efecto negativo que la pandemia de COVID-19 ha tenido en el
número de servicios hospitalarios.

En la teoŕıa de series de tiempo interrumpidas, existen cuatro tipos de efectos: aquellos que no tienen
efecto inmediato ni sostenido (no hay efecto de intervención atribuible), aquellos que tienen efecto inme-
diato pero no sostenido, aquellos que no tienen efecto inmediato pero śı sostenido y aquellos que tienen
efecto inmediato y sostenido.
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La ecuación de regresión utilizada en este análisis se origina en la década de 1970 por Campbell y Stanley.
Esta ecuación se propuso como una herramienta para evaluar el impacto de intervenciones en estudios
experimentales y cuasiexperimentales. Con la ecuación de regresión, es posible controlar la tendencia
preexistente en la serie de tiempo y modelar los cambios en dicha tendencia después de la intervención
(Campbell and Stanley, 2015).

La ecuación de regresión para el análisis de series de tiempo interrumpidas y utilizada para evaluar el
impacto causal de una intervención en una serie de tiempo es la siguiente:

Yt = b0 + b1T + b2I + b3TInt+ µ (5)

En esta fórmula, Y es la variable dependiente, T , I, y TInt son variables independientes explicativas,
b0, b1, b2, y b3 son los coeficientes de regresión correspondientes, y µ es el error aleatorio o término de
error, dónde:

Y es el valor de la variable observado en el tiempo t o la variable en el tiempo t.

T es una variable continua que indica el tiempo (p. ej., d́ıas, meses, años...) transcurrido desde el
inicio del peŕıodo de observación.

I es una variable dummy que indica si la observación fue recolectada antes (= 0) o después (= 1)
de la intervención

TInt es una variable continua que indica el tiempo transcurrido desde que se produjo la intervención
(antes de que se produzca la intervención TInt es igual a 0).

En el análisis de regresión, se pueden utilizar modelos de regresión simples o modelos de regresión
bayesianos simples para estimar los parámetros del modelo.

En un modelo de regresión simple, los parámetros del modelo se estiman utilizando el método de máxima
verosimilitud o algún otro método de estimación puntual. Este método implica que se asume que los
parámetros del modelo son fijos y desconocidos, y se estima un único valor para cada parámetro del
modelo. A partir de estos valores, se calculan las predicciones del modelo.

En cambio, en un modelo de regresión bayesiano simple, los parámetros del modelo se tratan como
variables aleatorias y se utiliza la teoŕıa de la probabilidad bayesiana para estimar la distribución de
probabilidad posterior de los parámetros del modelo. La distribución posterior refleja la incertidumbre
en los valores de los parámetros del modelo, dada la información disponible.

(Barber et al., 2011) destaca la utilidad de los métodos Bayesianos para el análisis de series de tiempo
interrumpidas. Los métodos Bayesianos permiten integrar la información previa sobre los parámetros del
modelo con la información presente en los datos, lo que puede mejorar la precisión de las estimaciones y
la capacidad de predicción del modelo.

5.5. COVID-19

En el año 2019 se presentó una especie de neumońıa de origen desconocido en la provincia de Hubei,
China, con fácil propagación por todo el páıs, y que llegó a esparcirse por todo el mundo. Esta enfermedad
es conocida como SARS-CoV-2 y tiene diferentes nombres, como Nuevo Coronavirus de Wuhan, Virus
Wuhan, COVID-19, 2019-nCoV, entre otras vertientes, como lo explica (Cuero, 2020). Para el 30 de
enero de 2020, el Comité de Emergencia del Reglamento Sanitario de la OMS declaró la emergencia
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sanitaria global basándose en el crecimiento exponencial de casos en varias partes del mundo (Moorthy
et al., 2020).

Debido a las caracteŕısticas epidemiológicas, terapéuticas y los cuidados especiales que se requieren,
el COVID-19 se ha convertido en el tema más importante a tratar por parte de la epidemioloǵıa, la
medicina y la bioestad́ıstica, dado el escenario que enfrentan los páıses con las restricciones y picos
epidemiológicos que hacen más dif́ıcil la toma de decisiones. Por tal motivo, se incurre en diferentes
poĺıticas de restricciones. Para el 23 de marzo de 2020 en Colombia, el presidente de la República ordenó
la cuarentena total del páıs, sumándose a diferentes medidas previamente tomadas por el gobierno y las
alcald́ıas locales, como la suspensión de clases presenciales, eventos masivos y festividades de todo tipo
que incluyan aglomeración (Diego Rosselli, 2020).

De la misma manera, se buscaba frenar la velocidad de transmisión del virus y darle herramientas
necesarias al sistema de salud para el fortalecimiento de la atención, la conciencia social del autocuidado,
y poder disminuir el impacto social y económico a largo plazo, aunque ello conlleve a que en el corto
plazo la economı́a se vea fuertemente afectada y las regulaciones y cuarentenas lleven al aislamiento total
de la población.

Debido al comportamiento de la pandemia y el efecto del aislamiento en Colombia y en gran parte
de los páıses, se han empezado a utilizar herramientas que midan la propagación, aśı como otras que
ayuden al pronóstico de los casos y otras que midan el impacto que genera el virus en la economı́a y, en
general, en los diferentes sectores de producción y servicios ya que han alterado los patrones habituales en
los servicios hospitalarios, generando una perturbación significativa en las series temporales de datos de
salud. Por tanto, la pandemia de COVID-19 se considera una intervención clave en el análisis de series de
tiempo, ya que introduce un cambio estructural claro y mensurable en las tendencias y comportamientos
de los datos relacionados con los servicios de salud.

6. Hipótesis

La pandemia de COVID-19 tuvo un efecto significativo en los patrones de hospitalización en una póliza
de salud en Colombia entre 2020 y 2022, alterando la tendencia histórica y la estacionalidad de los
servicios hospitalarios, lo cual puede ser cuantificado y caracterizado eficazmente mediante la aplicación
de modelos de series de tiempo con intervención e interrumpidas.

7. Formulación del problema

En el ámbito estad́ıstico, los datos de salud, como el comportamiento de las pólizas de servicios de salud,
el suministro de medicamentos recetados para grupos de pacientes, el número de hospitalizaciones en un
hospital y la frecuencia de consultas externas, entre otros, se han pronosticado tradicionalmente mediante
metodoloǵıas clásicas como Holt-Winters, ARMA, ARIMA y SARIMA (Bello and Mart́ınez, 2007). Sin
embargo, en situaciones complejas como la pandemia de COVID-19 en 2020, cuyos efectos son dif́ıciles de
captar con estas metodoloǵıas, se vuelve complicado manejar y pronosticar la serie temporal utilizando
los métodos convencionales.

La situación inusual producto de la pandemia y las poĺıticas para la no propagación del virus han afectado
fuertemente al sector salud en muchos de sus servicios, como los servicios de consulta general, suministro
de medicamentos a pacientes no crónicos, servicios de imagenoloǵıa, terapias, entre otros. Al no haber
tenido antes un escenario parecido que mezcle un efecto de pandemia en los datos a estimar, se hace
complejo el manejo y posterior pronóstico de la serie por métodos conocidos. Es insuficiente y poco
acertado dar un pronóstico en meses posteriores a un efecto pandemia como el que estamos viviendo
actualmente.
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Por tal motivo, la idea central de este trabajo se enfocó en hacer una revisión de los fundamentos teóricos
y prácticos para modelar y pronosticar una serie de tiempo con problemas de intervención o afectación
de la serie producto de la cuarentena evidenciada en los meses de marzo, abril y mayo de 2020, y la
apertura gradual en los meses siguientes. Se aplicó una extensión de los modelos ARIMA que permitió
contar con una base sólida en el respaldo teórico del modelo y su pronóstico, y se caracterizó el efecto de
la pandemia y la cuarentena en el pronóstico de servicios hospitalarios para 2023, aśı como la diferencia
que la pandemia tuvo en los servicios hospitalarios entre los años 2020 y 2022 en una póliza privada en
Colombia, utilizando para ello análisis de series de tiempo con interrupción.

8. Metodoloǵıa

Para el presente trabajo se ha planteado un estudio de tipo explicativo en el que se busca analizar el
momento de la intervención y el posible efecto que ha tenido el fenómeno de la pandemia en la serie de
tiempo de servicios hospitalarios. No se pretende obtener información sobre las razones de la pandemia,
sino cómo ha afectado la cuarentena a los servicios hospitalarios y el efecto que ha tenido el cierre total
o parcial de los servicios de salud.

El estudio se llevó a cabo mediante el análisis e interpretación del efecto que ha tenido la intervención
del COVID-19 en la variable correspondiente. Para ello, se utilizó información suministrada por una
reaseguradora de servicios de salud a través de una póliza de seguros privada en Colombia. Se buscó
encontrar el comportamiento de los servicios hospitalarios prestados a la población afiliada, mediante la
caracterización de una variable de datos de conteo, como lo es la atención en servicios hospitalarios. La
serie de tiempo mensual que se analizó abarca más de 18 años, desde agosto de 2004 hasta diciembre de
2022 y comprende atenciones en cualquier parte del páıs.

Fase 1 (Revisión de bibliograf́ıa y marco teórico): se llevó a cabo una exhaustiva búsqueda de
literatura para profundizar en la temática tratada y encontrar puntos importantes de apoyo que ayuden
a desarrollar mejor la problemática.

Fase 2 (Obtención de la información necesaria): para el análisis se utilizó las series de tiempo
correspondientes a la información suministrada por la aseguradora de salud. Se realizó un conteo mensual
de los servicios prestados por cada variable y se clasificaron los servicios por registro individual de acuerdo
con el código único de procedimiento de salud (CUPS).

Fase 3 (Selección del modelo): el primer paso fue la formulación del modelo de la intervención
(cuarentena) a ráız de los primeros casos de SARS COV-2 en el páıs. Se buscó el momento de la inter-
vención y el posterior efecto en los meses siguientes, ajustando un modelo adecuado y realizando pruebas
estad́ısticas, aśı como el análisis del efecto de la intervención en la serie de tiempo y si fue significativa.

Fase 4 (Pronóstico e interpretación): una vez seleccionado el modelo adecuado, se buscó interpretar
el efecto de la intervención en los datos para los servicios de salud descritos en las series temporales,
encontrando el patrón y dimensión del impacto de la intervención en los meses siguientes y el efecto en
la proyección del número de servicios de la variable descrita.
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9. Aplicación y resultados

En la sección de aplicación de este trabajo, se realizó inicialmente un análisis de series de tiempo interrum-
pidas, seguido por un análisis de intervención. Esta secuencia metodológica permite primero examinar
el impacto directo y las alteraciones temporales que la pandemia de COVID-19 ha tenido en los ser-
vicios hospitalarios, utilizando el análisis de series de tiempo interrumpidas. Posteriormente, el análisis
de intervención se enfocará en modelar y cuantificar de manera más detallada cómo la pandemia y las
medidas asociadas, como las cuarentenas, han afectado la tendencia y el comportamiento de los servicios
hospitalarios a lo largo del tiempo. Este enfoque secuencial asegura una comprensión integral y una
evaluación precisa del efecto de la pandemia en los servicios hospitalarios

9.1. Análisis de series de tiempo interrumpidas

Como se observa en la figura 3, la interrupción por COVID tiene un efecto inmediato, luego se intuye que
su impacto desaparece gradualmente pues en los datos posteriores al evento la serie parece que volviera
a recuperar sus caracteŕısticas usuales antes de la pandemia

Figura: Número de servicios hospitalarios mensuales

Figura 3: Número de servicios hospitalarios mensuales de agosto de 2004 a diciembre de 2022

A continuación en la tabla 1 los parámetros estimados del modelo de series de tiempo interrumpidas de
la sección 4.4:

Variable Resultados Modelo
Tiempo 0.72***

(0.24)
Intervención -883.55***

(66.95)
Tiempo desde intervención 22.45***

(3.09)
Constant 1,352.77***

(25.89)
Nota: ∗p < 0.1; ∗∗p < 0.05; ∗∗∗p < 0.01

Tabla 1: Número de hospitalizaciones

Se estima la ecuación de regresión, mencionada en el marco teórico (ecuación 5), como se mencionó este
ajuste se realiza a través de estimaciones bayesianas de sus parámetros.
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Yt = 1355277 + 0.72T − 883.55I + 22.45TInt+ µ (6)

El coeficiente Tiempo indica la tendencia de las hospitalizaciones antes de la intervención. Es positivo y
significativo, lo que indica que las hospitalizaciones aumentan en el tiempo. El coeficiente Intervencion
indica la disminución de las hospitalizaciones inmediatamente después de la intervención. Podemos ver
que el efecto inmediato es negativo y significativo indicando que el COVID-19 disminuyó el número
de servicios hospitalarios en 883. El coeficiente TiempodesdeInt indica que la tendencia ha cambiado
después de la intervención. El efecto sostenido es positivo y significativo, indicando que por cada mes
que pasa después de la intervención, las hospitalizaciones aumentan en promedio 22 servicios.

Es importante señalar que los coeficientes presentados en la Figura 4 no proporcionan evidencia sobre la
significancia estad́ıstica de las diferencias entre los valores pronosticados y sus respectivos contrafactuales.
Estos coeficientes solamente indican la presencia de un cambio inmediato tras la intervención y si hubo
una modificación en la tendencia posterior a dicha intervención.

En la Figura 4 se puede observar los servicios hospitalarios mes a mes, se identifican los meses de marzo
de 2020 (inicio de cuarentena) y 1 año después del inicio del COVID-19 (marzo de 2021) que están
denotados como t = 188 y t = 200 respectivamente.

Figura: Marzo 2020 y marzo 2021 de resultados previstos

Figura 4: Gráfico de puntos marzo 2020 y marzo 2021 de resultados previstos

En la Figura 5 se busca comparar cual hubiera sido el nivel del número de servicios hospitalarios para
un momento del tiempo donde no se hubiera presentado la intervención del COVID-19. Con el análisis
del contra-factual (nivel de servicios hospitalarios si no se hubiera producido la intervención), de manera
ilustrativa se gráfica 1 año después (marzo de 2021) de la intervención por COVID-19 y 2 años y medio
después (diciembre 2022) de la intervención por COVID-19.
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Figura: Marzo 2021 y diciembre 2022 resultado previsto y contrafactual

Figura 5: Gráfico de puntos marzo 2021 y diciembre 2022 resultado previsto y contrafactual

SinI sin intervención por COVID-19 en color naranja ilustra el contrafactual en dos momentos del
tiempo, mientras que ConI con intervención por COVID-19 en color azul ilustra el valor real de los
servicios hospitalarios.

Si no hubiera ocurrido la intervención del COVID-19, el número de servicios hospitalarios seria mayor.

Figura: Resultado previsto (linea continua) y contrafactual (linea punteada)

Figura 6: Gráfico de puntos resultado previsto (linea continua) y contrafactual (linea punteada)
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En la Figura 6 se puede observar una ĺınea naranja que representa el contrafactual.

Sin embargo, el interés del estudio radica en determinar de manera cuantitativa si la intervención ha
tenido un efecto significativo, y se podŕıa recurrir al análisis de impacto causal. Para estimar este efecto
causal, es esencial delinear primero qué segmento de los datos se empleará para entrenar el modelo, co-
rrespondiente al peŕıodo previo a la intervención, y qué segmento se destinará para derivar una predicción
contrafáctica, que representa el peŕıodo posterior a la intervención.

Figura: Gráfico de impacto del COVID-19

Figura 7: Gráfico de impacto

El primer panel de la Figura 7 muestra la serie de tiempo original junto con una estimación de lo que
habŕıa ocurrido en ausencia de la intervención (ĺınea punteada). La ĺınea continua representa los datos
observados. La ĺınea punteada (a la derecha) muestra la predicción contrafáctica, es decir, lo que el modelo
espera que hubiera ocurrido si no hubiera habido ninguna intervención. El área sombreada alrededor de
la ĺınea punteada representa el intervalo de confianza de esa predicción.

El segundo panel de la Figura 7 muestra las diferencias puntuales entre las observaciones reales y las
predicciones contrafácticas para cada punto en el tiempo después de la intervención. Los valores negativos
indican que las observaciones reales están por debajo de la predicción contrafáctica. La región sombreada
representa el intervalo de confianza alrededor de estas diferencias puntuales.

El tercer panel de la Figura 7 muestra la diferencia acumulativa entre las observaciones reales y las
predicciones contrafácticas desde el momento de la intervención. Es una representación de cómo estas
diferencias se acumulan con el tiempo. Al igual que en los otros paneles, la región sombreada indica el
intervalo de confianza alrededor de esta diferencia acumulada.

La Figura 7 ilustra un análisis tripartito relacionado con el impacto causal en series temporales. A
pesar de la simplicidad de este modelo, no cumple con el supuesto de autocorrelación, dado que la serie
de tiempo presenta correlaciones intŕınsecas. Es importante destacar que este enfoque es de carácter
exploratorio y sirve como complemento al ejercicio de análisis de series temporales con intervención. En
este último, se aborda de manera rigurosa la autocorrelación y se garantiza el cumplimiento de todos los
supuestos pertinentes.
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Tabla: Resumen del efecto causal de la intervención del COVID-19 en los servicios hospitalarios
Promedio Acumulado

Real 1008 34287
Predicción (d.e.) 1429 (38) 48602 (1280)
IC 95 % [1358, 1499] [46177, 50972]
Efecto absoluto (d.e.) -421 (38) -14315 (1280)
IC 95 % [-491, -350] [-16685, -11890]
Efecto relativo (d.e.) -29 % (1.9 %) -29 % (1.9 %)
IC 95 % [-33 %, -26 %] [-33 %, -26 %]
Probabilidad en cola posterior p 0.00144
Prob. posterior de un efecto causal 99.85632 %

Tabla 2: Inferencia posterior del impacto causal de la intervención

Durante el peŕıodo posterior a la intervención, la variable respuesta tuvo un valor promedio aproximado
de 1008. Sin embargo, si no hubiera ocurrido la intervención, se hubiera esperado un valor promedio de
1429. Al contrastar esta predicción con el valor observado, se estima que la intervención causó un efecto
de los servicios hospitalarios, disminuyen en promedio 421 servicios mes.

El total acumulado observado después de la intervención tuvo un valor total de 34287. En contraste, si
la intervención no hubiera tenido lugar, se habŕıa esperado una suma de 48602 con un 95 % de confianza.

Los resultados anteriores se presentan en términos de números absolutos. En términos relativos, la va-
riable de respuesta mostró una disminución del -29 %. El intervalo del 95 % de este porcentaje es [-33 %,
-26 %].

Es decir que el análisis conlleva a concluir que el COVID-19 disminuyó significativamente los servicios
prestados de hospitalización, logrando tener un efecto negativo en el comportamiento y tendencia rela-
cionado con las enfermedades y naturalidad de la póliza de salud privada. La probabilidad de que este
efecto se haya obtenido por azar es mı́nima (p = 0.001), lo que refuerza la significancia estad́ıstica del
impacto causal identificado. La probabilidad posterior de que exista un efecto causal dado los datos es
99.85632 %.

Con base en el análisis realizado, es posible inferir que, hasta diciembre de 2022, los servicios hospitalarios
estaban en proceso de normalización. Este proceso se manifiesta en la forma en que la pendiente de la
ĺınea contrafactual, que estima el comportamiento en ausencia de intervención, converge con la pendiente
de la ĺınea que representa las hospitalizaciones reales. Este patrón sugiere que, de continuar la tendencia
observada, los servicios hospitalarios destinados a la población afiliada a pólizas de salud privada habŕıan
retornado a una normalidad operativa en el transcurso de 2023.

Se pueden postular dos hipótesis principales para explicar el por qué, a pesar de esta tendencia, el número
de servicios prestados aún no ha alcanzado niveles de normalidad. En primer lugar, es plausible que la
población haya adquirido una mayor consciencia sobre la utilización de servicios hospitalarios, optando
por evitar intervenciones no esenciales o posponibles. En segundo lugar, es posible que las Entidades
Prestadoras de Salud (EPS) hayan fortalecido y mejorado sus servicios, reduciendo la necesidad de
complementarlos con pólizas privadas. Esta mejora en los servicios de las EPS, particularmente en la
agilidad y eficiencia de los trámites, podŕıa haber contribuido a una disminución en la demanda de pólizas
privadas de salud.

Habiendo completado la fase inicial de análisis del impacto de la pandemia de COVID-19 en los servicios
hospitalarios, es imperativo avanzar hacia una etapa de predicción que considere la presencia de esta
intervención en la serie temporal. Es crucial integrar esta intervención en los modelos predictivos para
garantizar que los pronósticos generados no estén sesgados o distorsionados por factores at́ıpicos.
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Por lo tanto, la siguiente fase del estudio se centrará en el análisis de la intervención con el propósito
de proyectar el comportamiento de los servicios hospitalarios durante 2023. Para ello, se implementará
un modelo que contemple una variable auxiliar que capture el efecto de la intervención derivada de la
aparición del COVID-19.

9.2. Análisis de intervención

Se ajusto un modelo de series de tiempo SARIMA con una intervención, los servicios hospitalarios no
presentan una tendencia clara (puede que la serie sea estacionaria en media). Para confirmar lo dicho
trazamos la gráfica de su función de auto-correlación.

Figura: Autocorrelación y autocorrelación parcial

Figura 8: Función de autocorrelación y autocorrelación parcial de servicios hospitalarios

En la figura 8, en el ACF apreciamos como la serie es estacionaria ya que el valor de la función de
autocorrelación decae de manera exponencial a medida que aumentan los rezagos en el tiempo. Se aprecia
que existe correlación en el multiplo de la estación. Puede sugerir la presencia de estacionalidad.

Figura: Box-Plot y Month-Plot Servicios hospitalarios

Figura 9: Box-Plot y Month-Plot Servicios hospitalarios

En la figura 9, en el primer cuadrante se puede observar que no hay una variabilidad significativa entre
los meses, aunque hay algunas diferencias en el mes 12 (diciembre) tiende a tener una mediana más baja
en comparación con otros meses.
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Hay bastantes valores at́ıpicos en varios meses, indicando que en ciertos años, hubo valores inusualmente
bajos de servicios hospitalarios en los meses de la pandemia.

En la figura 9, en el segundo cuadrante se puede ver claramente una cáıda pronunciada alrededor de abril
de 2020, lo que coincide con el inicio de las medidas de restricción que se impusieron por la pandemia de
COVID-19 en Colombia.

Figura: Serie de Servicios hospitalarios

Figura 10: Serie de Servicios hospitalarios

Como se observa en la figura 10, desde 2004 hasta principios de 2020, la demanda de servicios hospita-
larios de la póliza privada muestra cierta estacionalidad, con una variabilidad mensual que puede estar
influenciada por factores estacionales (por ejemplo, enfermedades estacionales, vacaciones, etc.).

Sin embargo, la intervención del COVID-19 en marzo de 2020 causó una impacto significativo en la
tendencia. La cáıda pronunciada en la demanda podŕıa deberse a factores como el miedo a contraer el
virus en hospitales, restricciones de movilidad, entre otros. Posteriormente, se nota una recuperación,
pero no a los niveles previos a la pandemia, lo que podŕıa indicar un cambio a largo plazo en la forma
en que las personas utilizan los servicios hospitalarios.

Se realiza una transformación logaŕıtmica a los datos para ajustar la dispersión en los momentos previos
a la pandemia y en el efecto del COVID-19.

Aplicamos las pruebas de ráız unitaria (Dickey-Fuller & Phillips-Perron) y dado que el p-valor es menor
que 0.05, se rechaza la hipótesis nula de que la serie tiene una ráız unitaria. Hay evidencia suficiente para
concluir que los servicios hospitalarios de la poliza privada son estacionarios a un nivel de significancia
del 5 %.
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Se prueba diferentes modelos SARIMA entendiendo que tienen componente estacional, y de acuerdo a
los criterios de MAPE y RMSE se selecciona el mejor modelo a pronosticar (Armstrong and Collopy,
1992).

Tabla 3: RMSE & MAPE de los modelos com-
parados

Modelo MAPE RMSE

SARIMA(4,0,4)(2,0,0) 12 1.238 0.135
SARIMA(3,0,0)(3,0,0) 12 1.255 0.136
SARIMA(3,0,0)(3,0,1) 12 1.245 0.136
SARIMA(3,0,2)(2,0,1) 12 1.218 0.135
SARIMA(4,0,4)(5,0,4) 12 1.133 0.127
SARIMA(3,0,2)(3,0,4) 12 1.234 0.135
SARIMA(3,1,2)(3,0,1) 12 1.273 0.136
SARIMA(3,1,2)(3,0,2) 12 1.252 0.135
SARIMA(3,1,2)(3,1,2) 12 1.239 0.135
SARIMA(2,0,2)(2,1,1) 12 1.209 0.135

Fuente: Elaboración propia.
Nota: Elaborado en R.

Con base en las metricas se concluye que el RMSE (Error cuadrático medio) y MAPE (Error porcentual
absoluto medio) de los modelos SARIMA(4,0,4)(5,0,4) 12 y SARIMA(2,0,2)(2,1,1) 12 tienen un menor
valor. El SARIMA(4,0,4)(5,0,4) 12 tiene un mejor rendimiento en términos de precisión y ajuste a los da-
tos de servicios hospitalarios. Por lo tanto, en este caso, se seleccionó el modelo SARIMA(4,0,4)(5,0,4) 12
como el modelo preferido para el pronóstico, además de que el AIC fue el menor de los dos.

Se comprueban los supuestos del modelo SARIMA(4,0,4)(5,0,4) 12, en la figura 13 se pueden ver los
correlogramas del modelo seleccionado, existe solo un rezago significativo, no denota ningún tipo de
estructura, y obedece a una anomaĺıa aleatoria del modelo de datos por el efecto del COVID-19.

Figura: Correlogramas de los residuales SARIMA(4,0,4)(5,0,4) 12

Figura 11: Correlogramas de los residuales SARIMA(4,0,4)(5,0,4) 12

Las bandas del correlograma son +−1.96√
T

(95 % de confianza), en promedio se esperaŕıa 1 de cada 20
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rezagos fuera de la banda de confianza puramente por casualidad, esto en consecuencia de la definición
de los niveles de confianza y significancia (Box et al., 2015).

Se realizo el test de LjungBox con 21 rezagos que es el momento donde se sale de las bandas y el P-valor
= 0.5419175 > 0.05, en 48 rezagos el P-valor = 0.9893323 > 0.05, por lo tanto, no hay una relación
lineal, el modelo está capturando adecuadamente la estructura de la serie temporal y los residuales son
no correlacionados.

Además, el modelo tiene un buen desempeño predictivo y otras métricas de ajuste del modelo (como
AIC, BIC, MAPE, RMSE) son satisfactorias.

Se ejecuto el test Shapiro Wilk y el test Kolmogorov-Smirnov para comprobar la normalidad de los resi-
duales. Los residuales no siguen una distribución normal, podriamos probar con variables independientes
donde se identifique el evento del COVID-19.

Para modelar la intervención por COVID-19 de marzo de 2020 se usara la función de transferencia de
orden de los operadores (r,b,s); (1,0,0)

(1− δB)εI,t = wPI,t

εI,t =

{
0 si t < I

wδt−I t ≥ I

}

Se puede reescribir de la siguiente manera, dividiendo a ambos lados por (1− δB)

(1− δB)εI,t
(1− δB)

=
w

(1− δB)
PI,t

Simplificando, obtenemos:

εI,t =
w

1− δB
PI,t

Algunos casos particulares del modelo de intervención se pueden interpretar de la siguiente manera: Si
w = 1 y δ = 1, entonces wδt−I será igual a 1 para cualquier t ≥ I. Esto significa que la expresión no
cambiará con el tiempo y será igual a 1.

Si w = 2 y δ = 0.5, entonces wδt−I será igual a 2 ∗ (0.5)t−I para t ≥ I. En este caso, la expresión
disminuirá a medida que aumenta t.
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De manera gráfica de la función de transferencia es:

Figura: Modelo dinámico función de transferencia (1,0,0)

Figura 12: Modelo dinámico función de transferencia (1,0,0)

La intervención por el COVID-19 tuvo un est́ımulo inmediato, que, según el análisis de series de tiempo
interrumpidas abarcado tuvo un impacto significativo en él, cambiando su comportamiento. Este efecto,
a pesar de su importancia, no parece duradero. No hay impacto a largo plazo a nivel de serie. Esta
evaluación se basa en un análisis de prueba y observación de las tendencias registradas en los últimos
meses de 2022, donde el impacto parece disminuir.

Sin embargo, la disminución de la tasa de aceleración es un efecto inmediato, cuyo efecto disminuye
gradualmente con el tiempo. En estas circunstancias, no parece que el cambio introducido vaya a ser
duradero.

La primera función de transferencia representa el est́ımulo inmediato y no persistente de la intervención
(impacto inmediato de COVID-19) y la segunda función representa una intervención con un efecto
retardado y no persistente en el momento t+ 1.

Se corre el test Kolmogorov-Smirnov para el modelo con intervención, la prueba arroja p-value de
0.2347 > 0.05 no rechazamos nuestra hipótesis nula, los residuos siguen una distribución normal.
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El modelo seleccionado es el siguiente:

Coeficientes Estimación Error estándar (s.e.)
ar1 -0.6889 0.0222
ar2 -0.0937 0.0607
ar3 0.5504 0.0603
ar4 0.9122 0.0189
ma1 1.0285 0.0731
ma2 0.5926 0.1410
ma3 -0.0256 0.1349
ma4 -0.5490 0.0731
sar1 0.1175 0.3293
sar2 0.3823 0.3268
sar3 -0.3224 0.7223
sar4 -0.1755 0.2080
sar5 0.4019 0.1751
sma1 0.3242 0.3933
sma2 -0.0994 0.2676
sma3 0.5770 0.4288
sma4 0.7921 0.3371
intercepto 7.1451 0.1009
parte1-MA0 1.1536 0.1282
parte2-AR1 0.848 0.023
parte2-MA0 -1.6763 0.1169
sigma2 estimado 0.007326
Log verosimilitud 208.1
AIC -374.2

Tabla 4: Estimaciones del modelo SARIMA para la serie temporal

La representación dinámica de autocorrelación de dependencia de la serie por medio del modelo SARIMA
(4,0,4)(5,0,4)[12] que se estimó puede ser denotado matemáticamente como:

Nt ∼ SARIMA(4, 0, 4)(5, 0, 4)[12]

(1− φ1B − φ2B
2 − φ3B

3 − φ4B
4)

(1− Φ1B
12 − Φ2B

24 − Φ3B
36 − Φ4B

48 − Φ5B
60)Nt

=

θ0 + (1 + θ1B + θ2B
2 + θ3B

3 + θ4B
4)

(1 + Θ1B
12 + Θ2B

24 + Θ3B
36 + Θ4B

48)at

Donde podemos reemplazar los valores que arrojo nuestro modelo para cada β:

(1 + 0.6889β + 0.0937β2 − 0.5504β3 − 0.9122β4)
(1 + 0.1175β12 − 0.3823β24 + 0.3224β36 + 0.1755β48 − 0.4019β60)Nt

= (7)

(1 + 1.0285β + 0.5926β2 − 0.0256β3 − 0.5490β4)
(1 + 0.3242β12 − 0.0994β24 + 0.5770β36 + 0.7921β48)at
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A continuación se representa la estructura del modelo de intervención εI,t que va captura en la serie de
tiempo el momento en que ocurre la intervención y los tiempos posteriores después de la intervención,
la estructura matemática con sus coeficientes;

Como se explica en el marco teórico la estructura estad́ıstica de (εI,t) es similar al proceso ARMA(p,q).

Donde PI,t es la función pulso (indicadora) que señala el momento exacto en el que ocurre la intervención;

ε(It) = w0PI1,t +
w1

1− w2B
PI1,t (8)

Reemplazando los coeficientes de las dos funciones de intervención (impulso inmediato e impulso decre-
ciente) obtenemos;

ε(It) = 1.1536PI1,t −
1.6763

1− 0.848
PI1,t (9)

El modelo ajustado estimó que la intervención del COVID-19 en marzo de 2020 redujo el número de
servicios hospitalarios en 640 % 1− exp(1.1536 + 0.848)×100 % en abril de 2020 y el número de servicios
hospitalarios k meses después se redujo en 1 − exp(0.848 × −1.6763k) × 100 %. La figura 16 muestra
el efecto estimado del COVID-19 en el número de servicios hospitalarios, indicando que se recuperó el
número de servicios hospitalarios a finales de 2022.

Figura: Efecto del COVID-19 en los servicios hospitalarios

Figura 13: Efecto del COVID-19 en los servicios hospitalarios

La estructura del modelo de intervención para los servicios hospitalarios T (Zt), está dada por una suma
de la estructura dinámica de la autocorrelación SARIMA (Nt) y la dinámica de la serie de tiempo en
donde ocurre la intervención COVID-19 y los periodos posteriores después de la intervención (εI,t).
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Al pronosticar sobre la misma serie como se muestra en la figura 17, indique en general un buen acuerdo
entre el modelo y los servicios hospitalarios reales.

Figura: Pronóstico sobre serie de tiempo original

Figura 14: Pronóstico sobre serie de tiempo original

Finalmente pronosticamos la serie de tiempo con intervención para el periodo de 12 meses (a diciembre
2023)

Figura: Pronóstico de 2023 (12 meses)

Figura 15: Pronóstico de 2023 (12 meses)
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Los pronósticos que contemplan el momento de la intervención por COVID-19 tienen los intervalos de
predicción mas ajustados, logrando capturar mejor el comportamiento de la serie.

Tabla 5: Intervalos de predicción al 95 % del mo-
delo SARIMA sin intervención y con intervención

Mes Con I Sin I
Año Lo95 Hi95 Lo95 Hi95

Enero 2023 1006 1466 944 1608
Febrero 2023 982 1461 861 1628
Marzo 2023 1027 1553 832 1664
Abril 2023 957 1470 606 1279
Mayo 2023 932 1461 646 1445
Junio 2023 1002 1585 712 1636
Julio 2023 1084 1736 744 1740
Agosto 2023 992 1609 704 1683
Septiembre 2023 929 1522 714 1726
Octubre 2023 1023 1685 779 1890
Noviembre 2023 904 1507 726 1770
Diciembre 2023 814 1366 677 1656

Fuente: Elaboración propia.
Nota: Elaborado en R.

Se puede observar en la tabla 5 la comparación de los intervalos de predicción al 95 %, el modelo sin
intervención presenta en promedio intervalos más amplios en comparación con el modelo con intervención.
Al proyectar enero de 2023, la diferencia de los intervalos de predicción es del 9 % más amplios en el
modelo SARIMA sin intervención. Este resultado subraya la relevancia de identificar los eventos de
intervención en las series de tiempo.

Sera necesario actualizar los datos con la información real disponible al cierre del año 2023, para validar
si el modelo sigue siendo preciso en su capacidad de pronóstico.

10. Discusión y Conclusiones

A través de la metodoloǵıa de series de tiempo con intervenciones, este estudio ha caracterizado el efecto
de la pandemia y las medidas de cuarentena en los servicios hospitalarios, destacando una disminución
en la demanda a partir de 2020. La estimación del contrafactual ha permitido evaluar cómo habŕıa sido
la tendencia sin la pandemia, revelando un posible crecimiento en los servicios hospitalarios.

Es importante subrayar que los resultados obtenidos son interpretaciones basadas en los datos y modelos
utilizados, y deben considerarse como una aproximación del efecto real del COVID-19. Los modelos han
demostrado una mejora en la precisión de los pronósticos y han ofrecido una interpretación más ajustada
a la realidad histórica de los datos.

El modelo SARIMA con intervención ha permitido una mejor comprensión del efecto inmediato y sos-
tenido que tuvo el covid-19 en los servicios hospitalarios de una póliza privada en Colombia, superando
en rendimiento las metodoloǵıas clásicas de series de tiempo, el modelo se ajusta más estrechamente a
la realidad histórica de los datos.

10.1. Recomendaciones o trabajos futuros

Dada la relevancia emṕırica del impacto del COVID-19 en los servicios hospitalarios y la necesidad de
adaptar metodoloǵıas anaĺıticas ante eventos impredecibles, se recomienda que las entidades de salud
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consideren el uso de modelos estad́ısticos que incluyan intervenciones significativas. Esto es esencial para
una planificación efectiva y ágil de poĺıticas públicas en respuesta a emergencias sanitarias.

Se sugiere que futuros estudios exploren la persistencia del impacto del COVID-19 en el comportamiento
de los servicios hospitalarios y examinen la aplicabilidad de los modelos de series de tiempo interrumpidas
en otras áreas afectadas por la pandemia. Además, es crucial continuar la recolección de datos y actualizar
los modelos con nueva información para validar y afinar los pronósticos a medida que evolucionan las
condiciones de salud pública.
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dedicación han sido pilares fundamentales en la consecución de este proyecto. Su gúıa constante y
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